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Das in Kundenforschungsprojekten häufig zu beobach-
tende Standardvorgehen liefert oftmals fehlerhafte Er-
gebnisse. Wir plädieren daher für einen „Schritt zu-
rück“, um einen ganzheitlichen Blick auf den Baukas-
ten der Kundenforschungsinstrumente zu ermög-
lichen. Aufbauend auf dem ersten Beitrag in WiSt-Heft
Nr. 4/2016, S. 188–193, in dem die Ausgangslage be-
schrieben und die ersten beiden Dimensionen der
Kundenanalyse (Objekt der Forschung, und For-
schungsdesign) diskutiert wurden, werden im vorlie-
genden zweiten Teil Aspekte der Datenanalyse thema-
tisiert.

Stichwörter: Kundenforschung, Forschungsobjekt, For-
schungsdesign, Datenerhebung, Datenanalyse

1. Rückblick und Einleitung

Kundenforschungsprojekte sind häufig durch einen be-
schränkten Fokus auf bestimmte Untersuchungsobjekte,
Forschungsdesigns und Datenanalyseverfahren geprägt.
Leider entspricht dieses häufig zu beobachtende Standard-
vorgehen nicht immer dem inhaltlich optimalen Vorgehen
und liefert in vielen Fällen fehlerhafte Ergebnisse. Auf
Grundlage dieser Feststellung wurden im ersten Teil die-

ses Beitrags in WiSt-Heft Nr. 4/2016, S. 188–193, die ers-
ten beiden Dimensionen der Kundenanalyse (Objekt der
Forschung und Forschungsdesign) betrachtet, Problembe-
reiche und Lösungsansätze skizziert. Im vorliegenden
zweiten Teil wird die diese Betrachtung vervollständigt
indem verschiedene Methoden der Datenanalyse und de-
ren Eignung zur Analyse bestimmter Fragestellungen der
Kundenanalyse diskutiert werden. Zusammenfassend plä-
dieren wir bei der Konzipierung von Kundenforschungs-
projekten für einen „Schritt zurück“, um einen ganzheit-
lichen Blick auf den Baukasten der Kundenforschungsin-
strumente zu ermöglichen.

2. Form der Datenanalyse

Viele Unternehmen greifen noch immer auf Datenanalyse-
verfahren der ersten Generation zurück, indem sie sich auf
deskriptive Analysen, Mittelwertvergleiche oder einfache
Korrelationsanalysen beschränken. Zwar sind solche Ana-
lysen leicht umzusetzen, allerdings liefern sie ein sehr un-
vollständiges Bild von Datenstrukturen und -zusammen-
hängen. Warum in Unternehmen trotzdem zu häufig ein-
fachste Datenanalysen durchgeführt und Informationen
verschenkt werden ist erklärbar: Typischerweise ist bei
Praktikern ein substantielles inhaltliches, aber vergleichs-
weise geringes Methodenwissen vorhanden (vgl. Kleining,
2007). Die Existenz semantischer oder multivariater Ana-
lyseverfahren ist häufig nicht bekannt oder deren Mehr-
wert wird nicht erkannt. Doch selbst wenn der Untersu-
chende den Mehrwert erkennt, sind Studien im Unterneh-
mensumfeld häufig einem hohen Zeitdruck ausgesetzt und
der Zeitrahmen sieht den Aufbau und das Budget für den
Zukauf von Methodenwissen nicht vor.

Doch auch wenn diese Bedingungen erfüllt sind, müssen
die Untersuchungsergebnisse final einer Einzelperson oder
einem Gremium zur Entscheidungsunterstützung vorge-
legt und sowohl verstanden als auch akzeptiert werden.
Wiederum sind diese Entscheider häufig nicht methodisch
vorgebildet und zeigen eine natürliche Skepsis gegenüber
Ergebnissen, deren Zustandekommen sie methodisch nicht
nachvollziehen können.

Spiegeln die empirischen Ergebnisse die Einschätzung der
Entscheider wider, so wird auch eine komplexe Methode
gerne akzeptiert und als wissenschaftliche Fundierung der
eigenen Sichtweise interpretiert. Widersprechen die Er-
gebnisse aber der eigenen Sichtweise, so werden sie häufig
als zu theoretisch und nicht für die Praxis nutzbar abgetan.
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Der Autor einer Praktikerstudie hat folglich kaum einen
Anreiz Zeit und Mittel in den Einsatz komplexer Analyse-
methoden zu investieren, da einem unsicheren geringen
Mehrwert ein vergleichsweise großes Risiko entgegen-
steht. Der zu häufige Einsatz von Analyseverfahren der
ersten Generation im Praktikerumfeld ist also erklärbar. Er
ist aber nicht gut.

US-amerikanische, datenaffine Unternehmen wie Google,
Amazon, IBM, Smartfocus oder Target haben in den letzten
Jahren in den Aufbau von Methoden zur Nutzung von
(Nicht-)Kundendaten investiert und besetzen systematisch
die werthaltige Schnittstelle zum Endkunden. Europäische
Unternehmen, die zukünftig nicht nur als Zulieferer dieser
Spieler auftreten wollen, müssen darum selbst in den Auf-
bau von Methoden zur Kundendatenanalyse investieren.

Die statistische Methodenforschung hat eine Vielzahl von
Verfahren hervor gebracht, mit denen sich komplexe Da-
tenstrukturen effizient analysieren lassen. Hierzu gehört
beispielsweise die Strukturgleichungsmodellierung, mit
der komplexe Zusammenhänge zwischen latenten Variab-
len und zwischen latenten Variablen und Indikatorvariab-
len abgebildet und auf Grundlage empirischer Daten ge-
testet werden können. So können mit der Strukturglei-
chungsmodellierung beispielsweise zentrale Erfolgsgrö-
ßen wie die Kunden- und Mitarbeiterzufriedenheit oder
die Unternehmensreputation methodisch schlüssig erklärt
oder komplexe Ursache-Wirkungsgefüge, bestehend aus
diversen Einstellungs- und Wahrnehmungsvariablen, be-
schrieben werden (vgl. Hair/Hult/Ringle/Sarstedt, 2017).

Verfahren zur Strukturgleichungsmodellierung können in
faktorbasierte und komponentenbasierte Verfahren unter-
schieden werden (vgl. Rigdon, 2012, S. 341 ff.). Faktor-
basierte Verfahren beruhen auf der Annahme, dass ein
(latentes) Konzept wie zum Beispiel Kundenzufriedenheit
unabhängig von seiner Messung existiert und durch eine
(theoretisch unendliche) Anzahl von Indikatoren messbar
gemacht werden kann. Diese Messung ist in der Regel
nicht perfekt, was durch die Inkludierung eines Fehler-
terms ausgedrückt wird. Primäres Ziel der Analyse ist es,
die Zusammenhänge zwischen Faktoren möglichst präzise
zu beschreiben. Dementsprechend eignen sich faktorba-
sierte Verfahren insbesondere zum Theorietesten.

Komponentenbasierte Verfahren folgen hingegen einem
pragmatischeren Ansatz, indem eine Messung bewusst ap-
proximativ angesehen wird und nicht notwendigerweise
einem theoretisch spezifizierten Konzept entsprechen
muss (vgl. Henseler/Ringle/Sarstedt, 2016). Komponen-
tenbasierte Verfahren weisen zudem einen explorativ-prä-
diktiven Charakter auf. Der Anwender kann verschiedene
Modellstrukturen untersuchen, wobei das Ziel primär da-
rin besteht, eine oder mehrere Zielvariablen möglichst gut
zu prognostizieren. Hierbei obliegt die Anwendung prak-
tisch keinerlei Restriktionen, beispielsweise hinsichtlich
Modellkomplexität oder Datenverteilung, so dass ein Mo-
dell auch mit unterschiedlichen Datensätzen zuverlässig
geschätzt werden kann. Diese Eigenschaften machen kom-
ponentenbasierte Verfahren insbesondere für die Kunden-

forschung relevant, in der oftmals sehr komplexe Modelle
über einen längeren Zeitraum mit verschiedenen Datensät-
zen geschätzt werden müssen (z. B. jährliche Schätzung
eines Kundenzufriedenheitsmodells im Rahmen einer
Trendstudie). Zusammenfassend lässt sich festhalten, dass
komponentenbasierte Verfahren zwar eine gewisse Un-
schärfe in der Messung aufweisen, allerdings die Analyse
von Daten und Modellen ermöglichen, die mit vergleichs-
weise komplizierten faktorbasierten Verfahren nicht mög-
lich wäre (Rigdon, 2012, S. 341 ff.). Sie sind damit nicht
nur für die Kundenforschung von großer Relevanz, son-
dern auch für die marketingwissenschaftliche Forschung,
deren Fokus zu häufig auf der Anwendung möglichst
komplizierter Schätzverfahren auf Kosten der Relevanz
der untersuchten Zusammenhänge liegt (Hughes/Bence/
Grisoni/O’Regan/Wornham, 2012).

Das populärste komponentenbasierte Verfahren ist die
Partial Least Squares (PLS)-Pfadmodellierung (vgl.
Hair/Ringle/Sarstedt, 2011, S. 139 ff.; Wold, 1982,
S. 1 ff.), die in den letzten Jahren in verschiedenen Gebie-
ten wie Marketing (vgl. Hair/Sarstedt/Ringle/Mena, 2012,
S. 414 ff.), Strategisches Management (vgl. Hair/Sarstedt/
Pieper/Ringle, 2012, S. 320 ff.) oder Management Infor-
mation Systems (vgl. Ringle/Sarstedt/Straub, 2012) enorm
an Bedeutung gewonnen hat. Insbesondere die Verfügbar-
keit benutzerfreundlicher Software-Programme wie
SmartPLS (vgl. Ringle/Wende/Becker, 2015) haben zur ra-
piden Verbreitung des Verfahrens in der betriebswirt-
schaftlichen Forschung und Praxis beigetragen. Zudem
wurde die PLS-Pfadmodellierung in den letzten Jahren in
vielerlei Hinsicht weiterentwickelt (z. B. Hair/Sarstedt/
Hopkins/Kuppelwieser, 2013, S. 106 ff.). So können For-
scher mittlerweile auf ein breites Spektrum an methodi-
schen Erweiterungen zurückgreifen, beispielsweise im
Kontext der Modellevaluation (z. B. Henseler/Sarstedt,
2013; Henseler/Ringle/Sarstedt, 2015, S. 115 ff.), Multi-
gruppenvergleichen (z. B. Henseler/Ringle/Sarstedt, 2016;
Sarstedt/Henseler/Ringle, 2011, S. 195 ff.) oder der Erfas-
sung unbeobachteter heterogener Datenstrukturen (z. B.
Ringle/Sarstedt/Schlittgen/Taylor, 2013).

Ursprünglich wurde die PLS-Pfadmodellierung zur Analy-
se komplexer Modellstrukturen bei Vorliegen kleiner
Stichprobengrößen und nicht normalverteilter Daten ent-
wickelt (vgl. Hair/Hult/Ringle/Sarstedt, 2017). Aufgrund
seiner großen Flexibilität hinsichtlich Daten- und Modell-
charakteristika bietet sie sich aber auch für die Analyse
umfangreicher Sekundärdaten an (vgl. Rigdon, 2013,
S. 81 ff.), die auf Grundlage einer theoriebasierten aber in
seiner letztendlichen Ausgestaltung explorativen Modells
analysiert werden sollen. Diese Eigenschaft macht die
PLS-Pfadmodellierung gerade für die Kundenforschung
relevant, die häufig auf Sekundärdatenanalysen beruht.

Die PLS-Pfadmodellierung ergänzt damit die Vielzahl an
Data Mining-Verfahren, die zur Entdeckung von Struk-
turen und Beziehungen in großen Datenmengen entwickelt
wurden. Auf Basis der in den Daten gefundenen Muster
können Hypothesen und Theorien entwickelt werden, die
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dann auf Grundlage neuer Daten und konfirmatorischer
Verfahren überprüft werden können (vgl. Bankhofer/Vo-
gel, 2008). Erste Data Mining-Verfahren wurden bereits in
den 90er-Jahren entwickelt, haben aber erst mit dem Auf-
kommen und der Speicherung von Internetdaten an breiter
Akzeptanz gewonnen. Ein in diesem Zusammenhang häu-
fig genannter Begriff ist Big Data. Im engeren Sinne be-
zeichnet Big Data extrem umfangreiche Datenmengen die
automatisch analysiert werden. Im weiteren Sinne umfasst
der Begriff auch die Technologien und Verfahren die zur
Datenerfassung und Datenanalyse eingesetzt werden (vgl.
Sarstedt/Mooi, 2014, S. 54).

In den letzten Jahren haben insbesondere Social Media-
Anwendungen einen zunehmend größeren Stellenwert
für das Kundenmanagement von Unternehmen gewonnen.
Immer mehr Unternehmen verwenden soziale Medien
um die Bedürfnisse, Einstellungen, Wünsche und letztend-
lich das Verhalten der Kunden und Nichtkunden besser zu
verstehen (vgl. Binder/Weber, 2015, S. 30 ff.). Die Analy-
se solcher Social Media-Daten stellt Unternehmen aller-
dings aufgrund des Datenvolumens und der Frequenz,
mit der die Daten generiert werden, vor besondere Heraus-
forderungen. So generieren Facebook-Nutzer pro Tag 500
Millionen Terabyte an Daten in Form von 2,5 Milliarden
Postings; auf YouTube werden pro Minute 100 Stunden
Videomaterial hochgeladen, Tendenz steigend (vgl. Paul,
2014). Zusätzlich zum hohen Volumen und zur hohen
Frequenz ihrer Generierung sind die generierten Daten
von enorm hoher Komplexität. Social Media-Daten um-
fassen Meinungen, Ansichten, Emotionen und Einstellun-
gen von Nutzern und liegen in unterschiedlichen Formen
wie zum Beispiel Texten, Bildern, Videos, Ratings oder
Tags vor.

Da traditionelle multivariate Datenanalyseverfahren nur
sehr begrenzt zur Analyse solcher Daten verwendet wer-
den können, hat sich in den letzten Jahren das interdiszipli-
näre Forschungsfeld der Social Media Analytics etabliert,
das sich mit der Anwendung und Weiterentwicklung von
Data Mining-Verfahren im Kontext der sozialen Medien
beschäftigt. Stieglitz/Dang-Xuan (2014) unterscheiden in
diesem Kontext drei Typen von Datenanalyseverfahren:
(1) das Text Mining, (2) die Social Network Analysis und
(3) die Trendanalyse.

Text Mining bezeichnet eine automatisierte Inhaltsanalyse
von Texten mit dem Ziel aussagekräftige Muster sowie In-
halte zu identifizieren. Text Mining-Methoden analysieren
Texte anhand formaler und syntaktischer Charakteristika,
die zur Beschreibung, Typologisierung und Klassifikation
herangezogen werden. Ein wichtiger Teilbereich des Text
Mining ist die Sentimentanalyse, in deren Rahmen die
Tonalität (negativ, neutral oder positiv) von Texten bewer-
tet wird. Hierdurch können Unternehmen analysieren, wie
Produkte und Dienstleistungen in Blogs, in Kundenkom-
mentaren und Fachartikeln diskutiert und bewertet werden
(vgl. Stieglitz/Dang-Xuan, 2013, S. 217 ff.). Mittlerweile
existieren hierfür diverse Onlinetools wie beispielsweise
Social Mention, die entsprechende Analysen ermöglichen.

Die Social Network Analysis beschäftigt sich mit der Mes-
sung und Darstellung von Beziehungen zwischen verschie-
denen Akteuren wie zum Beispiel Einzelpersonen, Unter-
nehmen und Interessengruppen in sozialen Netzwerken. Im
Zuge des Kundenmanagements zielt die Social Network
Analysis vor allen Dingen darauf ab, die Relevanz einzelner
Akteure für die Beziehungsgeflechte in einem Netzwerk zu
beschreiben. Primäres Ziel ist es, Meinungsführer und deren
Eigenschaften zu identifizieren. Diese können nachfolgend
individuell durch Kommunikationsmaßnahmen angespro-
chen oder sogar in die Produktentwicklung einbezogen wer-
den (vgl. Hinz/Skiera/Barrot/Becker, 2011, S. 55 ff.; Iyen-
gar/van den Bulte/Lee, 2015, S. 408 ff.).

Die Erkenntnisse aus Text Mining und Social Network
Analysis können zur Trendanalyse verwendet werden in
deren Rahmen versucht wird, aufkommende Entwicklun-
gen vorherzusagen. Entsprechende Verfahren zielen bei-
spielsweise darauf ab, die Trendstärke bestimmter Themen
anhand ihrer Diffusion bei stark gebündelten versus ver-
teilten Akteuren in einem Netzwerk zu beurteilen (vgl. Bu-
dak/Agarwal/Abbadi, 2011, S 646 ff.).

Die Analyse von umfangreichen Datenstrukturen im Kon-
text von Social Media Analytics weist ein großes Potenzi-
al für eine erfolgreiche Kundenanalyse auf. Allerdings
steht sie auch vielen Herausforderungen gegenüber. So
können Verfahren der Sentimentanalyse noch nicht den
komplexen Anforderungen einer syntaktischen und se-
mantischen Sprachanalyse standhalten, da Textcharakte-
ristika wie Ironie, Umgangssprache oder Sarkasmus nicht
oder nur unvollständig erfasst werden können. Doppeldeu-
tigkeiten und Verneinungen von Wörtern können dazu
führen, dass Tonalitäten falsch klassifiziert werden. So
kann ein Begriff wie „länger“ je nach Kontext positiv
(„längere Haltbarkeit“) oder negativ („längere Wartezei-
ten“) konnotiert sein. Gerade im Kontext von Social Me-
dia-Inhalten die in der Regel sehr lebendig und umgangs-
sprachlich formuliert sind, stoßen automatisierte Senti-
mentanalysen daher schnell an ihre Grenzen. Ebenso lie-
fern Algorithmen zur Trendanalyse häufig nur ungenaue
oder sehr kurzfristige Prognosen.

Unabhängig von methodischen Limitationen bestehender
Ansätze birgt der Umgang mit solch großen Datenmengen
die Gefahr, Scheinzusammenhänge einzig aufgrund der ho-
hen Fallzahlen als signifikant auszuweisen (vgl. Kennedy/
Scriven/Neycz-Thiel, 2014, S. 591 ff.). Signifikanz bedeutet
aber nicht gleichzeitig Relevanz. Big Data-Analysen sollten
sich daher nicht auf eine reine Datenexploration beschrän-
ken, sondern versuchen die beobachteten Zusammenhänge
theoriebasiert zu erklären und durch qualitative Analysen
zu bereichern. „Die intelligente Verknüpfung von quantitati-
ven und qualitativen Studien ist eine wichtige Herausforde-
rung der Marktforschung, da sie über die rein datengetriebe-
nen Ergebnisse der Big Data-Analyse hinaus einen echten
Beitrag zum Verständnis des Kunden leistet“ (Binder/Weber,
2015, S. 37). Beispielsweise können die Ergebnisse einer
Social Network Analysis zur zielgerichteten Rekrutierung
von Fokusgruppen verwendet werden in deren Rahmen die
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Abb. 1: Möglichkeitenraum der
Kundenforschung

Forschungsergebnisse konkretisiert werden (vgl. Sarstedt/
Mooi, 2014, S. 79).

Ebenso bietet die Qualitative Inhaltsanalyse nach May-
ring (2015) vielfältige Möglichkeiten die quantitativen
Analyseergebnisse einer Sentimentanalyse anzureichern.
Hierbei handelt es sich um ein Verfahren zur systemati-
schen Textbearbeitung, bei dem Inhalte schrittweise mit
theoriegeleiteten und aus den Texten abgeleiteten Katego-
rien analysiert werden. Die Qualitative Inhaltsanalyse um-
fasst hierbei eine Reihe von Stufen, in deren Rahmen bei-
spielsweise die Festlegung des Materials (Welche Textab-
schnitte sollen analysiert werden?), der Analyserichtung
(Über welchen Aspekt sollen Aussagen getroffen werden?
Sollen beispielsweise eher kognitive oder emotionale As-
pekte betrachtet werden?) oder der Analyseeinheit (Wel-
che Kriterien werden bei der Auswahl und Kategorisie-
rung von Textabschnitten angelegt?) erfolgen.

Casteleyn/Mottart/Rutten (2009) verwenden den Ansatz
des Dramatismus des amerikanischen Schriftstellers und
Kommunikationstheoretikers Kenneth D. Burke, um die
Intentionen von Facebook-Nutzern beim Verfassen von
Posts zu untersuchen. Diesem Ansatz liegt die Annahme
zu Grunde, dass jeder Aspekt des sozialen Lebens drama-
tisch strukturiert ist und dass jede Handlung sich symbo-
lisch und dramatisch interpretieren lässt. Anhand der Ana-
lyse der Agenten (wer postet?), des Akts (was ist pas-
siert?), der Agenzien (wie ist das Anliegen/die Kritik aus-
gedrückt?), der Szene (was ist der Hintergrund?) und der
Absicht (was bezweckt der Post?) können die einer Hand-
lung (z. B. ein Facebook-Posting) zu Grunde liegenden
Motive untersucht werden. So offenbart die Analyse diver-
ser Facebook-Posts zu Heineken von Casteleyn/Mottart/
Rutten (2009), dass die Marke ein negatives Image in Bel-

gien hat. Zuletzt sind auch qualitative Interviews und
Fallstudien geeignet, die Ergebnisse von Big Data-Analy-
sen zu konkretisieren.

3. Synthese und Empfehlungen

Kundenforschung ist ein komplexes Unterfangen, das durch
Dynamik, Intransparenz, multiple Zielsetzungen und ein ho-
hes Maß und Unsicherheit gekennzeichnet ist. Häufig rea-
gieren Kundenforscher in Wissenschaft und Praxis auf diese
Komplexität, indem sie reflexartig auf standardisierte Befra-
gungen von bestehenden Kunden zurückgreifen, ohne deren
Eignung und Relevanz im Untersuchungskontext zu hinter-
fragen. Gleichzeitig spielt die Verwendung möglichst kom-
plexer Datenanalyseverfahren in marketingwissenschaft-
lichen Beiträgen eine immer größere Rolle.

Nur vereinzelt wird die Frage gestellt, ob das gewählte
Untersuchungsdesign und insbesondere die Datenbasis ge-
eignet sind, generalisierbare Ergebnisse zu produzieren.
Dies zeigt sich beispielsweise an der aktuellen Diskussion
um den in der Konsumentenforschung bekannten Attrak-
tionseffekt, dessen praktische Relevanz jüngst in Frage ge-
stellt wurde (z. B. Frederick/Lee/Baskin, 2014; Lichters/
Sarstedt/Vogt, 2015; Lichters/Brunnlieb/Nave/Sarstedt/
Vogt, 2016; Yang/Lynn, 2014). Hierfür ebenso symptoma-
tisch ist die Diskussion um die Vor- und Nachteile der
PLS-Pfadmodellierung, der vereinzelt vorgeworfen wird,
dass sie „zu simpel“ und aus diesem Grund wenig sinnvoll
für die Forschung sei (Henseler et al., 2014, S. 182 ff.).

Vor diesem Hintergrund plädieren die Autoren dieses Bei-
trags dafür, den gesamten Baukasten der Kundenforschung
zu betrachten und die für die Analysefrage relevante Kombi-
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nation von Untersuchungsobjekt, Forschungsdesign und
Analyseverfahren zu wählen (vgl. Abb. 1). Es gilt die ge-
samte Bandbreite von Elementen in Betracht zu ziehen und
situationsspezifisch einzusetzen. So können Analysen der
Kundenstruktur, beispielsweise hinsichtlich Soziodemogra-
phika, problemlos auf quantitative Interviews und deskripti-
ve Analysen zurückgreifen. In der Regel ist solch ein alleini-
ger Fokus auf Bestandskunden allerdings ebenso wenig
sinnvoll wie die Verwendung standardisierter Fragebögen,
insbesondere wenn es um die Beantwortung diffuser For-
schungsfragestellungen oder Erklärung und Prognose von
Konsumentenverhalten und -wahrnehmungen geht.

Beispielsweise sollten Kundenzufriedenheitsbefragungen
nicht nur die Bestandskunden fokussieren, sondern auch
Nicht-Kunden wie beispielsweise Avoider und Rejecter
mit in die Betrachtung einbeziehen. Nur so kann ein voll-
ständiges Bild der (Un)zufriedenheitstreiber gewonnen
und passende Marketingmaßnahmen definiert werden.
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