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Durch das Zusammenspiel von Facharbei-
tern und Algorithmen in der automatisierten 
Werkzeugwartung kann die Lebensdauer von 
Wälzschälwerkzeugen verlängert und die Not-
wendigkeit manueller Inspektionen reduziert 
werden. Der Einsatz von Algorithmen, die 
ausschließlich mit nominalen Daten arbeiten, 
bietet für Industrieunternehmen erhebliche 
Vorteile, da nominale Daten weitaus häufiger 
vorkommen als Anomalien.

Diese Forschung ist Teil eines Projekts bei einem 

führenden deutschen Familienunternehmen für hy-

drodynamische Getriebe und Anbieter verschiedener 

Antriebs- und Bremssysteme mit Anwendungen in 

den Bereichen Energie, Transport und Automotive (im 

Folgenden als Projektpartner bezeichnet). Der deut-

sche Mittelstand steht oft vor erheblichen Herausfor-

derungen bei der Einführung von KI, hauptsächlich 

aufgrund der Komplexität von KI-Technologien und 

der begrenzten Ressourcen, die diesen Unternehmen 

zur Verfügung stehen, um mit den schnellen technolo-

gischen Fortschritten mitzuhalten [1, 2].

Der Projektpartner hat das Zahnrad-Wälzschälen als 

neue Fertigungstechnologie in seinem Produktions-

werk implementiert. Wälzschälen ist ein Fertigungs-

prozess, bei dem Werkzeug und Werkstück in einem 

festen Verhältnis zueinander rotieren, um präzise 
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Bearbeitungen zu ermöglichen Dieser Prozess ist 

weniger verbreitet als traditionelles Schleifen, Honen, 

Schaben und konventionelles Wälzschälen [3, 4]. Dies 

führt dazu, dass Werkzeuge schneller verschleißen, 

da nur wenige Referenzerfahrungen zur Verfügung 

stehen. Die Kosten für ein neues Werkzeug betragen 

etwa 5.000 EUR, im Gegensatz zu Nachschärfkosten 

von 500 EUR. Derzeit wird das Werkzeug (siehe Abbil-

dung 1), das typischerweise etwa 48 Zähne hat, visuell 

von Facharbeitenden inspiziert, um festzustellen, 

ob es nachgeschärft werden muss oder noch für die 

Produktion geeignet ist. Das Ziel ist es, die Lebens-

dauer der Werkzeuge zu erhöhen. Die Restnutzungs-

dauer (RUL, Remaining Useful Life) von Werkzeugen 

beschreibt die verbleibende Zeit, in der ein Werkzeug 

noch zuverlässig eingesetzt werden kann, bevor es 

ausgetauscht oder gewartet werden muss. Sie wird 

oft durch fortlaufende Überwachung und Analyse der 

Werkzeugleistung ermittelt. Faktoren wie Verschleiß, 

Belastung und Einsatzbedingungen beeinflussen die 

RUL. Eine genaue Vorhersage der Restnutzungsdauer 

ist entscheidend, um ungeplante Ausfälle zu vermei-

den und die Effizienz in der Produktion zu steigern.

Verwandte Literatur

Wälzschälen wurde 1910 von George Adams in London 

patentiert [6], waren aber aufgrund der komplexen 

Maschinentechnologie wirtschaftlich nicht tragfähig. 

Erst die fortschreitende Verbesserung der elektri-
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schen Kopplung der Spindeln in jüngster Zeit hat 

diese Technologie wirtschaftlich umsetzbar gemacht. 

Beim Wälzschälen entsteht die Schnittgeschwindig-

keit dadurch, dass sich Werkstück und Werkzeug mit 

einer festen hohen Relativgeschwindigkeit zueinander 

drehen. Gleichzeitig bewegt sich das Werkzeug ent-

lang der Achse des Werkstücks, um den gewünschten 

Materialabtrag zu erzielen [7].

Die Anomalieerkennung ist der Prozess, bei dem 

Datenpunkte identifiziert werden, die von den erwar-

teten Mustern abweichen. Normale Daten entsprechen 

dabei der Mehrheit der Werte, während anormale Da-

ten Abweichungen darstellen, die im Zusammenhang 

mit Verschleiß auftreten und die Restnutzungsdauer 

beeinflussen können [8].

In Bezug auf Lernansätze von Modellen zur Anomalie-

erkennung unterscheidet man zwischen Modellen, die 

entweder mit nominalen Daten oder mit Anomalien 

trainiert werden. Modelle, die mit nominalen Daten 

arbeiten, lernen die typischen Muster und erkennen 

Abweichungen als Anomalien. Modelle, die auch mit 

Anomalien trainiert werden, können sowohl normale 

als auch fehlerhafte Datenpunkte differenzieren [8]. 

Der Lernansatz, der sich ausschließlich auf nominale 

Daten stützt, ist für Industrieanwendungen besonders 

geeignet, da in vielen industriellen Prozessen Fehler 

oder Anomalien selten auftreten und schwer zu er-

fassen sind. Nominale Daten hingegen sind reichlich 

vorhanden und repräsentieren die normalen Betriebs-

bedingungen. Durch die Fokussierung auf diese Daten 
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Abbildung 1: Ein Beispiel für den Ver-
schleiß an einem Wälzschäl-Werkzeug
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Abbildung 2: Darstellung von Anomalien 
in einem zweidimensionalen Datensatz
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Abbildung 3: Die beiden Abbildungen zeigen einen vereinfachten zweidimensionalen 
Merkmalsraum eines Modells, das sowohl nominale als auch anomale Lernansätze 
verfolgt und im Test nicht die erwartete Leistung erbringt
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können Modelle zuverlässig die Regelzustände lernen 

und Anomalien als Abweichungen identifizieren. Dies 

reduziert die Notwendigkeit, große Mengen fehlerhaf-

ter Daten zu sammeln, und ermöglicht eine effiziente-

re Überwachung und Vorhersage von Störungen, was 

die Betriebssicherheit und Produktivität steigert.

Materialien und Methoden

Ein automatisiertes Bilderfassungssystem war erfor-

derlich, um alle relevanten Oberflächen jedes Zahns 

des Wälzschälwerkzeugs zu erfassen. Dazu gehören 

die Spanfläche und die drei Freiflächen. Zusätzlich 

werden zwei weitere Aufnahmen in einem Winkel von 

45° auf die Schneidkante zwischen der linken (bzw. 

rechten) Freifläche und der Spanfläche gemacht.

Aufgrund der hervorragenden Ergebnisse des Patch-

Core-Algorithmus [9] im MVTec-Challenge-Datensatz 

wurde dieser als Haupt-KI-Modell ausgewählt. Er 

erfüllt die Anforderungen eines nominalen Deep-Le-

arning-Modells, das ausschließlich mit fehlerfreien 

Bildern trainiert wird.

 

Der unsupervised nominale Klassifikator wurde mit 

84 Bildern intakter Wälzschälwerkzeuge trainiert und 

anschließend mit 30 Bildern von verschleißbedingten 

Defekten evaluiert. Im Gegensatz dazu wurde der 

zweite supervised Ansatz sowohl mit 84 nominalen 

Bildern als auch mit 268 defekten Beispielen trainiert 

und ebenfalls auf 30 verschleißdefekten Bildern ge-

testet.

Ergebnisse

Zur Bewertung nutzen wir den AUROC, die Accuracy 

und den F1-Score. Der AUROC (Area Under the Recei-

ver Operating Characteristic Curve) misst die Fähig-

keit eines Modells, zwischen Klassen zu unterscheiden, 

indem er die Fläche unter der ROC-Kurve darstellt, die 

das Verhältnis von True Positive Rate (Empfindlich-

keit) zu False Positive Rate über verschiedene Schwel-

lenwerte hinweg abbildet. Accuracy gibt den Anteil der 

korrekt klassifizierten Datenpunkte an der Gesamtzahl 

der Datenpunkte an und misst somit die allgemeine 

Modellgenauigkeit. Der F1-Score ist das harmonische 

Mittel aus Präzision und Recall und dient als genaue-

res Maß, insbesondere bei unausgeglichenen Klassen, 

da er sowohl falsch positive als auch falsch negative 

Vorhersagen berücksichtigt.
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a) b)

Abbildung 4: Skizze des Messsystems mit einem Gelenkarmroboter zur Kameraführung

Tabelle 1: Experiment 1, Klassifikation – nominales Training mit 
84 fehlerfreien Bildern

	 PatchCore	 AlexNet — 	 AlexNet —	 SVM 
		  pretrained	 no pretraining	

AUROC	 0.85	 0.66	 0.48	 0.59

Accuracy	 0.88	 0.70	 0.07	 0.86

F1	 0.93	 0.83	 0.00	 0.92

Tabelle 2: Experiment 2, Klassifikation – nominales & anomales 
Training mit 84 fehlerfreien Bildern und 268 fehlerhaften Bildern. 
Hinweis: PatchCore weiterhin generativ nur mit 84 fehlerfreien 
Bildern trainiert.

	 PatchCore	 AlexNet — 	 AlexNet —	 SVM 
		  pretrained	 no pretraining	

AUROC	 0.85	 0.83	 0.81	 0.64

Accuracy	 0.88	 0.71	 0.58	 0.69

F1	 0.93	 0.83	 0.61	 0.78
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In Experiment 1 (siehe Tabelle 1) wurden die Modelle 

ausschließlich auf nominaler Basis mit 84 fehlerfreien 

Bildern trainiert. PatchCore (siehe Abbildung 5) erwies 

sich als Spitzenreiter mit einem AUROC von 0,85, einer 

Genauigkeit von 0,88 und einem F1-Score von 0,93, was 

auf eine ausgezeichnete Balance zwischen Präzision 

und Recall hinweist.

In Experiment 2 (siehe Tabelle 2) wurde ein Anoma-

lie-Lernansatz eingeführt, bei dem zusätzlich zu den 

84 fehlerfreien Bildern 268 defekte Bilder verwendet 

wurden, um alle Modelle außer PatchCore zu trai-

nieren, das weiterhin ausschließlich mit fehlerfreien 

Bildern trainiert wurde.

Links sehen wir das Bild, das als Input für das Modell 

zur Bewertung dient. In der Mitte sind die Bildpixel 

dargestellt, wobei die als Anomalie eingestuften Pixel 

hervorgehoben werden. Rechts zeigt das Bild die 

Pixel, die als stark anomal eingestuft wurden und den 

festgelegten Schwellenwert erreicht haben. Diese 

Pixel werden mit der Ground Truth im Testdatensatz 

verglichen, um verschiedene Evaluations- und Bewer-

tungsmetriken zu berechnen.

Implikationen für Praktiker

Basierend auf unseren Erfahrungen in diesem in-

dustriellen Anwendungsfall zur Anomalieerkennung 

haben wir eine Reihe von Schritten identifiziert, die 

für industrielle Anwender von großem Nutzen sein 

können. Es zeigt sich, dass KI bereits erfolgreich in 

industriellen Anwendungen eingesetzt wird und wert-

volle Verbesserungen sowie Unterstützung bietet. 

Die Schritte und Vorgehensweise sind in Abbildung 6 

veranschaulicht.

Diskussion und weitere Forschung

Diese Arbeit hat sowohl einen Ansatz zur Klassifizie-

rung von Werkzeugtypen als auch einen Ansatz zur 

Erkennung von Werkzeugverschleiß bei Schneidwerk-

zeugen vorgestellt. Unsere Ergebnisse zeigen, dass 

nominale Modelle, die ausschließlich mit normalen 

(fehlerfreien) Daten trainiert wurden, traditionelle 
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TRAINING TESTEN
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Abbildung 5: PatchCore-Algorithmus
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Abbildung 6: Beispiel aus dem industriellen Fertigungsdatensatz mit Klassifikation. Vorderansicht. Bildanomalie-
wert 0,97. Wahres Positiv, da es sich um einen Ausbruch am Wälzschälwerkzeug handelt.



228 PROJEKTATLAS – KI  IN DER PRODUKTION

K
I-

L
Ö

S
U

N
G

E
N

 A
U

S
 D

E
R

 P
R

A
X

IS
 /

 M
E

N
S

C
H

 U
N

D
 K

I
ZUSAMMENSPIEL VON MENSCH UND  
ROBOTIK ZUR STEIGERUNG DER LEBENSDAUER  
VON WÄLZSCHÄLWERKZEUGEN

anomale Lernansätze in der Klassifizierung von Ano-

malien und der Segmentierung von Verschleiß an 

Wälzschälwerkzeugen übertreffen können.

Zukünftige Forschung könnte die Integration von 

Maschinendaten, wie etwa Achsendrehmoment, Ach-

sengeschwindigkeit, Vibrationen und Achsenvorschub-

geschwindigkeit, weiter vorantreiben, um fundiertere 

und präzisere Entscheidungen zu ermöglichen. Diese 

Daten könnten helfen, den Zustand von Werkzeugen 

besser vorherzusagen und Wartungsprozesse zu 

optimieren. Gleichzeitig wird die Akzeptanz solcher 

Technologien durch die Mitarbeitenden immer wich-

tiger. Hier setzt die Entwicklung von Frameworks für 

erklärbare Künstliche Intelligenz (XAI) an, die die Ent-

scheidungsprozesse der KI transparent und nachvoll-

ziehbar machen. Ein solches Framework könnte das 

Vertrauen der Mitarbeitenden stärken, indem es ihnen 

ermöglicht, die Entscheidungen der KI zu verstehen 

und aktiv in den Prozess einzugreifen, wodurch eine 

kooperative Mensch-Maschine-Interaktion gefördert 

wird.

Die Integration solcher Technologien in industrielle 

Prozesse birgt sowohl Chancen als auch Heraus-

forderungen für Mitarbeitende. Einerseits können 

automatisierte Systeme und KI-Modelle, die auf nomi-

nalen Daten basieren, die Effizienz steigern, manuelle 

Inspektionen reduzieren und die Arbeitsbelastung 

verringern. Andererseits können Mitarbeitende den 

Eindruck gewinnen, dass ihre Expertise und Entschei-

dungen durch Maschinen ersetzt werden. Daher ist die 

Akzeptanz dieser Technologien von entscheidender 

Bedeutung. Erklärbare Künstliche Intelligenz (XAI) 

könnte hier eine Schlüsselrolle spielen, indem sie den 

Mitarbeitenden ermöglicht, die Entscheidungen der KI 

nachzuvollziehen und Vertrauen in die Systeme aufzu-

bauen. Ein transparentes Verständnis der KI-Entschei-

dungen könnte die Zusammenarbeit zwischen Mensch 

und Maschine verbessern und die Akzeptanz techno-

logischer Innovationen in der Arbeitswelt nachhaltig 

fördern.
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Abbildung 6: Schritte zur erfolgreichen Umsetzung eines KI-Projekts für Praktiker
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